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1 はじめに

近年，ECサイトにおける商品数は膨大な数に上り，そ
れに伴って各ユーザの嗜好に合わせて商品を推薦する機
能を持つ推薦システムの重要性が高まってきている．EC

サイトにおける推薦システムの購買増への貢献は大きく，
より良い推薦システムの導入は ECサイトの経営戦略に
おいて重要となっている．推薦システムにはいくつかの
アプローチが存在するが，多くの ECサイトでは，導入
の簡便性などの理由により，協調フィルタリングに基づ
くシステムが導入されている．従って，本研究では協調
フィルタリングに基づく推薦システムに着目する．
推薦システムは一般に，アクティブユーザの嗜好に適

合することに加え，そのユーザにとって未知であるアイ
テムを推薦することが望まれる [1]．一般に，ECサイト
の運営者はユーザがアイテムを既知であるか未知である
かを知ることができないため，推薦システムに関する既
存研究の多くは，嗜好の適合するアイテムを予測する手
法構築に従事し，その精度を高めてきた．
一方で，既存の推薦手法を用いることで，購買数上位

の人気アイテムが集中して推薦されるという問題が存在
する．購買数上位のアイテムは，既に広く知られているこ
とが多いため，このようなアイテムのみが推薦されるこ
とは望ましくない．そこで，これらの問題を緩和するた
めの手段として，上位アイテムが多く推薦されることを
緩和し，代わりにユーザが知っている可能性が低いロン
グテールアイテム [2]を推薦する方法が考えられる．これ
は，Adomoviciousら [3]の研究などにおいて，Aggregate

Diversity（全体的な多様性）を向上させる分野として注
目を集めている．Aggregate Diversityとは，ユーザ全体
に推薦したアイテム集合に関する多様性を指す．推薦ア
イテム集合のAggregate Diversityが低い状態というのは，
ある少数のアイテムのみが集中的に多くのユーザに推薦
されている状態を示す．一般に Aggregate Diversity は，
システムが推薦したアイテムの集合に対してアイテムユ
ニーク数や Gini係数などにより測定される．

Aggregate Diversity向上に関する既存研究は，評価履
歴情報をベースにした手法のみが存在する [3]．協調フィ
ルタリングを用いた推薦システムで使用するデータは，主
に購買履歴や閲覧履歴などユーザの行動を反映したもの
と商品やサービスの購入，使用後に与えられる評価履歴
などの満足度を反映したものの 2種類に分けられる．こ
の 2つのデータの扱いは大きく異なり，それに伴いユー
ザの嗜好予測モデルも異なる．一般に，多くの ECサイ
トは評価履歴などの情報を有しておらず情報の量におい
ても不十分な事が多いが，一方で購買履歴や閲覧履歴な
どのデータは利用できることが多い．しかし，既存研究
には購買履歴を扱った研究がなく，本研究において，購
買履歴をベースとした手法を提案することは有用である

と考えられる．
以上より本研究では，購買履歴をベースに，嗜好の適

合性を考慮することに加え，Aggregate Diversityを向上
させる手法の構築を目的とする．構築にあたり，購買履
歴をベースとする嗜好予測モデルで代表的な潜在クラス
モデルの Aspect Model（以下，AM） [4]を用いる．一般
に，協調フィルタリングを用いた推薦手法は主に嗜好推
定と推薦リスト作成の２段階で構成されているが，他の
モデル（LDAやベイズモデルなど）への適用可能性を考
え，今回は後者のステップのみに着目し，提案手法を構
築する．具体的には，情報検索問題で活用されている語
の重み付け手法を援用する．これにより，嗜好の適合度
に加え，他ユーザと比較した際の相対的な適合度が高い
特徴的なアイテムの推薦を行うことで，本研究が着目し
た問題を改善することが可能であると考えられる．今回，
語の重み付け手法を推薦問題に援用するにあたり，有効
性が期待される手法を複数示し，実験的に検討する．本
研究では，有効性を検証するための実験を 2種類用意し
た．まず，従来の研究に倣い，推薦のベンチマークデー
タであるMovielens data[5]を用いて評価実験を行い，精
度と多様性の評価基準のもとで提案手法の有効性を検証
する．また，購買数最大化という観点より，市場環境を
考慮したシミュレーション実験も併せて行う．これは，未
知アイテムの分布状況という市場環境により，未知アイ
テムの推薦を目的とする手法の有効性が大きく左右され
るためであり，ECサイト運営者が手法の採用を検討する
際に，より有用な情報を与える．

2 Aspect Model

2.1 Aspect Model

AMはユーザの嗜好とアイテムの特徴を推定するため
に用いられる確率的潜在クラスモデルである．いま，I 個
のアイテム集合を X={xi : 1 ≤ i ≤ I} とし，J 人のユー
ザ集合を Y={yj : 1 ≤ j ≤ J}とする. (xi, yj) はユーザ
yj がアイテム xiを購入する事象を示し，アイテムとユー
ザの 2次元情報のみを扱う．このモデルではユーザとア
イテムに対して同一の潜在クラスを仮定し，その集合を
Z={zk : 1 ≤ k ≤ K}とする. このモデルは似た嗜好を持
つユーザが同じ潜在的なセグメントに所属するという仮
定を置いている．また，このモデルは，ユーザとアイテム
はただ 1つの潜在クラスに所属するのでなく，複数のク
ラスに所属し，嗜好やアイテムの特徴を多面的に表現す
ることが出来る．AMの確率モデルは式 (1)で示される．

P (xi, yj) =
∑
k

P (zk)P (xi|zk)P (yj |zk) (1)

また，式 (1)の各パラメータ P (zk)，P (xi|zk)，P (yj |zk)
は多項分布に従い，それぞれ EMアルゴリズムで推定す



ることができる．

2.2 Aspect Modelを用いた推薦方法
ここでは，AMを用いた際の一般的な推薦手順を述べ

る．まず，同時確率の推定値 P̂ (xi, yj)を EMアルゴリズ
ムで推定したパラメータ P̂ (zk),P̂ (xi|zk), P̂ (yj |zk)を用い
て求める．式 (2)によりユーザ yj のアイテム xi に対す
る嗜好適合度の推定値 P̂ (xi|yj)を求める.

P̂ (xi|yj) =
P̂ (xi, yj)∑
xi

P̂ (xi, yj)
(2)

次に嗜好適合度の推定値 P̂ (xi|yj)を降順にランキングし，
指定数のアイテムを上位から順に推薦する．

3 提案手法

3.1 本研究のアプローチ
本研究では，ユーザのアイテムに対する嗜好の適合性

を加味しつつ，Aggregate Diversityを向上させる手法の
提案を目的とする．また，前述の通り，嗜好推定後の推
薦リスト作成段階にのみ着目し，式 (2)を改善した手法
の提案を行う．
従来手法においては，式 (2)の嗜好の適合度合いのみ

を基準に推薦を行うと，購買数上位のアイテムが多くの
ユーザに推薦される傾向が強い．これは，多くのユーザの
購買数上位アイテムに対する嗜好適合度が，ロングテー
ルアイテムに対するものより高いことを意味する．その
ため，この問題を解決する 1つの考え方として，従来に
おける嗜好の適合度の値に加え，他のユーザの適合度と
比較した際の相対的な適合度の高低を加味することが考
えられる．これにより，アクティブユーザにとって，他
ユーザと比べて相対的に嗜好適合度が低い購買数上位ア
イテムは推薦がされにくくなる．その一方で，そのユー
ザに対して，相対的に嗜好適合度が高いロングテールア
イテムの推薦が促進される．
他のユーザと比較して相対的に高い適合度を持つアイ

テムに重み付けをする手法は，情報検索分野で一般に用
いられる単語の重み付け手法の考え方と類似しており，こ
れらのアイデアを本研究に援用できると考えられる．こ
れらの文書解析や情報検索を対象とした手法では，Prob-

ability Weighted Amount of Information (PWI) [6]など
の様々な手法が提案されている．これらの語の重み付け
手法は，基本的には「単語の文書内での重要度」に加え，
「他の文書と比較した際の，単語の相対的な重要度」を考
慮することで構成される．
本研究では，これらの 2要素を推薦システムへ置き換

えたものを，それぞれ絶対適合度と相対適合度とする．前
者はあるユーザのアイテムに対する絶対的な嗜好適合度
の高さとし，後者を他の全ユーザと比較したときの相対
的な嗜好適合度の高さと定義し，この 2要素により提案
手法を構成し，推薦問題に適用する．

3.2 提案手法
本研究では，文書検索問題に用いられる語の重み付け

手法を推薦システムに援用する．語の重み付け手法は文
書問題に対してヒューリステックに提案されていること
が多く，システムへの適用にはさらに適した方法がある

と考えられる．本研究では，アクティブユーザ yj に対す
るアイテム xiの評価の際に，絶対適合度と相対適合度の
双方を組みこむ評価式を一般的な形で提案する．
絶対適合度をを A(xi, yj)と相対適合度を R(xi, yj)と

する．本研究では，推薦すべきアイテムを評価するため
の新たな尺度として，以下の積モデルと和モデルを提案
する．
・積モデル

A(xi, yj)×R(xi, yj)

・和モデル
A(xi, yj) +R(xi, yj)

A(xi, yj)としては，嗜好の適合度である P̂ (xi|yj)を用
いることが自然である．一方，R(xi, yj)に関しては，ア
イテム xi の推定生起確率 P̂ (xi)に対する P̂ (xi|yj)の相
対的な高低を相対適合度とする．P̂ (xi) は全体的な人気
度を表しており，これと比較して P̂ (xi|yj) が高い場合，
ユーザ yj は他のユーザよりも特にアイテム xi を好んで
いることを意味する．このような相対適合度を表す評価式
R(xi, yj)としては，

P̂ (xi|yj)

P̂ (xi)
と P̂ (yj |xi) − P̂ (xi)といっ

た候補が考えられる．さらに，語の重み付け手法では対
数を用いた log

P̂ (xi|yj)

P̂ (xi)
も有用とされていることから，こ

れを相対適合度を表す式として採用可能である．
以上より，提案手法は以下の手法を考えることとする．

PWI(xi, yj) = P̂ (xi|yj)× log
P̂ (xi|yj)
P̂ (xi)

(3)

WL(xi, yj) = P̂ (xi|yj)×
P̂ (xi|yj)
P̂ (xi)

(4)

MS(xi, yj) = P̂ (xi|yj)× (P̂ (yj |xi)− P̂ (xi)) (5)

AL(xi, yj) = P̂ (yj |xi) + log
P̂ (xi|yj)
P̂ (xi)

(6)

AD(xi, yj) = P̂ (xi, yj) +
P̂ (xi, yj)

P̂ (xi)
(7)

AS(xi, yj) = P̂ (xi, yj) + (P̂ (xi|yj)− P̂ (xi)) (8)

式 (3)は，確率で表現された語の重み付け手法であるPWI

手法 [6]に相当する．その他の手法は，式 (4)をPWI with-

out Logarithm（WL），式 (5)をMultiplied Subtraction

（MS），式 (6)を Additional Logarithm（AL)，式 (7)を
Additional Division（AD），式 (8)をAdditional Subtrac-

tion（AS）とする．

4 実験
以下では，ベンチマークデータを使用した評価実験と

市場環境を再現したシミュレーション実験を行い，提案
手法の有効性を検証する．前者は，ベンチマークデータ
において，従来手法と提案手法を精度と多様性の観点よ
り有効性を検証する．後者は，購買数という観点より，市
場環境を変化させた場合の提案手法の有効性を検証する．

4.1 ベンチマークデータを用いた評価実験

4.1.1 実験条件
提案手法の有効性を示すため，Movielensデータセット

[5]を用いて評価実験を行う．ユーザ数 J ＝ 943，映画数
I ＝ 1682，総データ数 10万件であり，訓練データ 8万件
とテストデータ 2万件に分けられている．ユーザはすべ



てのアイテムのうち最低 20件を購買している．潜在変数
のクラス数K は，従来手法 [4]と同様に 10とした．この
モデルでは，各パラメータ P (zk), P (xi|zk), P (yj |zk)は
EMアルゴリズムによって推定されるが，初期値に結果
が依存するため，これらをランダムに与えた実験を 10回
繰り返した平均を結果とする．推薦するアイテム数 N を
10，20，30件と変化させた結果を示す．

4.1.2 評価指標
本研究は，Aggregate Diversityを向上させる一方で嗜

好に合致するアイテムを推薦する手法の構築を目的とし
ており，手法を評価するため精度と多様性 [3]という 2つ
の評価指標を導入する．精度はユーザの嗜好に適合した
アイテムをどれだけ推薦できたかどうかの指標であり，式
(9)により算出される．

Precision =
G

NJ
(9)

ここで，N は各ユーザに対する推薦アイテム数であり，G

はテストデータに存在した推薦アイテムの数である．ま
た，多様性に関する尺度は，全アイテム種類数のうちど
れだけの種類のアイテムを推薦できたかを示す多様性指
標を使用し，以下の式 (10)で定義される．

Diversity in Top N =
♯{∪yj∈YLN (yj)}

J
(10)

LN (yj)はユーザ yj に推薦したアイテムの集合であり，♯

は集合の要素数を示す．この指標により，推薦システム
の Aggregate Diversityがどの程度を評価することができ
る．高い値を示すほど，Aggregate Diversityが向上した
ことを示す．

4.1.3 実験結果

表１. AMと提案手法の実験結果

Top10 Top20 Top30

Pre Div Pre Div Pre div

ＡＭ 0.310 0.259 0.252 0.342 0.217 0.392 

ＰＷＩ 0.232 0.376 0.195 0.488 0.170 0.564 

WL 0.227 0.381 0.198 0.508 0.175 0.584

MS 0.275 0.316 0.226 0.404 0.196 0.477 

AL 0.016 0.196 0.025 0.376 0.031 0.505 

AD 0.015 0.197 0.024 0.376 0.030 0.505 

AS 0.287 0.301 0.236 0.390 0.205 0.459 

表 1は，推薦アイテム数を変化させたときの従来手法
と提案手法の精度と多様性についての結果である．式 (2)

の従来手法を AM と表記する. すべての TopN に対し，
精度ではAMが最も高い結果となり，提案手法ASとMS

は 0.02から 0.03ポイントほど AMより劣る結果となっ
た．一方，多様性に関しては，ほとんどの提案手法はAM

より優れた結果となった．提案手法の中では，特にWL

が最も多様性が向上し，N = 30において AMより 0.28

ポイントの上昇が見られた．結果より，N = 10における
ADとAL以外は，精度と引き換えに多様性を向上させる
ことが出来ている．

4.1.4 考察

AD手法と AL手法の精度が極端に低い結果となった．
これは相対適合度がアイテムの推定生起確率に対しての
倍数であるのに対して，絶対適合度が 0から 1の値を取
り，双方を和で取ることで，相対適合度の値に極端に影
響を受ける式となるためだと考えられる．そのため，嗜
好適合性がほとんど加味されず，精度が極端に低下した
と考えられる．和モデルでは，加算する項のバランスが
取れるように，加重和を取り，その重みパラメータをう
まく調節するなどの改良が必要であると考えられる．
また，実験結果より，嗜好適合度の高いアイテムを推

薦するということと既知アイテムの推薦を避けることの
間にトレードオフの関係が存在することが分かる．すな
わち，既知アイテムを避けるということは，同時に嗜好
の適合度が高いアイテムも避けて推薦を行うことになる．
映画作品を例とすると，映画「タイタニック」は，非常
に多くのユーザに好まれている作品（多くのユーザに対
して嗜好の適合度が高い作品）であるが，同時に非常に
多くのユーザはこのアイテムを知っている．

4.2 市場環境を考慮したシミュレーション実験

提案手法は，ユーザの嗜好に適合し，かつ未知である
アイテムをより多く推薦する手法になっているが，手法
の有用性は ECサイトの市場環境により大きく変化する
と考えられる．市場環境とは，この場合，主にユーザが
既知であるアイテムの多寡，及び分布状況を示すが，EC

サイトが対象とするアイテムの特性（書籍，映画，音楽
など）により変化する．例えば，大手メディア媒体での
プロモーション活動が行われる映画市場においては，既
知アイテムが購買数上位アイテムに偏って多いことが想
定される一方で，書籍市場は映画市場より既知アイテム
が比較的少なく，より分散された分布であることが想定
される．
そのため，ECサイトの運営者は，市場環境を見極め，

嗜好の適合度と多様性のバランスをとることにより，購
買数を最大化する手法を採用する必要がある．そこで，購
買数最大化という観点により，未知・既知情報を考慮し
たシミュレーション実験を行うことで，どのような市場
環境において，どの手法が購買数を最も向上させること
ができるかについて検討する．本実験により，ECサイト
運営者は手法を採用する際に，より有用な手掛かりを得
ることができる．

4.2.1 シミュレーションモデル概要

シミュレーションのモデルを以下に示す．
STEP1）データ生成フェイズ：ユーザの購買確率を AM

に基づき決定し，その確率に従い購買履歴データを作成
する．具体的には P (zk),P (xi|zk),P (yj |zk)をランダムに
設定し，その上で式 (1)により P (xi, yj)を算出しこれを
真の購買確率とする．Movielensに倣い，全アイテム数 I

のうち購買済みアイテムの割合が 0.05となるように，各
ユーザは真の購買確率に従い購買し，これを購買履歴デー
タとする．購買データ作成後，ユーザの未購買アイテム
に対する既知未知情報データの作成を行う．また，作成
した購買履歴データを下に，以下の式で，アイテム xiの
全ユーザに対する被購買数 Bi，ユーザ数 I として既知確
率 Pknow(xi)を以下で算出する．



Pknow(xi) =
(Bi

I )α∑
i(

Bi
I )α

. (11)

確率 Pknow(xi)に従い既知割合Dになるように既知未知
情報データを作成する．その際にパラメータ αを変動さ
せることで，既知アイテムの偏りを変えることができる．
αの値を 1より大きくするほど，購買履歴における購買
数分布と比較して，購買数上位アイテムに既知アイテム
が偏った市場を想定できる．
STEP2）推薦フェイズ：作成した購買履歴データのみを
入力とし，従来手法と各提案手法により任意の N 件のア
イテムをユーザに推薦する．ユーザがそのアイテムを未
知だった場合，推薦されることで既知の状態に変化する．
すでに既知状態のアイテムはそのままとなる．
STEP3）購買フェイズ：ユーザの既知未知情報データと真
購買確率 P (xi, yj)に基づき，各ユーザの購買シミュレー
ションを行う．具体的には，ユーザは既知アイテムに対
してのみ STEP1で定めた真の購買確率に従って，購買す
る．未知アイテムの購買確率は 0である．
4.2.2 パラメータ条件
シミュレーション条件は以下のもとに行う．

表 2:シミュレーション条件

変数 意味 値

J ユーザ数　 500

I アイテム数 1000

N 推薦アイテム数 10，20，30

K 潜在クラス数 10

D 既知割合 0.05，0.1

α パラメータ 2

今回，α = 2とし，購買数上位に既知アイテムが偏る市場
を想定した．また，実験の対象とする手法は，従来手法に
加え，先の実験において精度が極端に低かったAL手法と
AD手法を除く 4つの提案手法とし，各手法を比較する
ことで有効性の検証を行う．さらに，STEP3の購買フェ
イズにおける購買数の観点より，各手法の評価を行う．

4.2.3 実験結果
既知割合が D = 0.05, 0.1の場合の結果を以下に示す．
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図 1. D = 0.05における AMと提案手法の実験結果

図 1より，多様性を考慮した各提案手法が従来手法を上
回る結果となった．図 1において，Top10と 20において
は MS手法，Top30においては ASが，それぞれ最も購
買数を増加させる手法になっている．また，Top20にお
けるWL，Top20，30におけるWLと PWIが従来手法よ
り劣る結果となった．
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図 2. D = 0.1におけるAMと提案手法の実験結果

図 2より，多様性を考慮した各提案手法が従来手法を上
回る結果となった．また，図 2においてはTop10，20，30

においては PWIが，最も購買数を増加させる手法になっ
ている．
4.2.4 考察
既知割合が 0.05，0.1の双方おいて，従来手法よりも，

提案手法が優れている結果となった．これは，人気アイ
テムに偏っているアイテムを推薦する手法より，各ユー
ザの嗜好に適合した未知のアイテムを推薦することで総
購買数が向上したためと考えられる．また，アイテムに
対する既知の割合が高くなるほど，従来手法より提案手
法が大幅に上回ることが，図 1と図 2より分かる．これ
は，購買数上位アイテムに対して既知のユーザがより多
くなることで，それらのアイテムをより多く推薦する従
来手法が購買数増加に貢献できなくなった結果と考えら
れる．一方で，既知割合が低い市場においては，多様性
の比較的高い手法は購買数上位アイテムの推薦を控えて
いしまい購買数が従来より劣ることが分かる．

5 まとめと今後の課題
本研究では，嗜好に適合するアイテムの推薦に加え，

Aggregate Diversityを向上させる手法をいくつか提案し
た．実データによる実験により，精度と多様性における
トレードオフが見られた．また，市場環境を考慮した購
買シミュレーション実験により，様々な市場条件におい
て提案手法の有効性を確認した．今後の課題として，精
度と多様性を双方向上させる手法の追求とより様々な市
場環境を設定し手法の有効性を示していく．
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