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1 研究背景と目的

Web サービスの進歩に伴い，多くの EC サイト等では，

ユーザーに対しての利用・販売促進を目的として，膨大な情

報の中からユーザーの嗜好に合致するアイテム (商品)を自

動的に推薦する推薦システムが導入されるようになっている．

推薦システムの手法の 1つに，ユーザー間の評価履歴の類似

性を利用して未評価アイテムの評価値を予測する協調フィル

タリング (以下 CF)がある．一般に，CFを用いた推薦シス

テムにおいて，アイテム推薦は予測評価値の高い順に行われ

るため，高精度な評価値予測は大変重要な課題である．

一方，評価値予測のためのCFの手法として，Hofmannに

より Gaussian Probabilistic Latent Semantic Analysis(以

下 Gaussian pLSA)[1]が提案されている．Gaussian pLSA

は，嗜好の類似したユーザーの集合である潜在クラスを仮定

し，これを用いて未評価アイテムの評価値を予測するpLSA[2]

の拡張モデルである．ユーザーがあるアイテムに対して評価

値を与えることを確率事象として考え，潜在クラスごとに評

価値が正規分布に従うことを仮定している．しかし，実際に

観測データから評価履歴の度数分布を調べると，その形状は

最頻値が分布の中心とは限らず多様である．加えて，評価値

の定義域は (−∞,∞) でなく 1 から 5 までの 5 段階評価と

いった閉区間で与えられるため，区間外の評価値の出現確率

を考慮してしまう正規分布は評価値の出現分布には適さない

と考えられる．そこで，閉区間上の多様な分布形を表現可能

であり，パラメータ数も正規分布と同数であるベータ分布に

注目する．本研究では，ベータ分布を pLSA に導入したモ

デルを提案し，予測評価値の精度向上を目指す．また，ベン

チマークデータを用いた評価実験によってこの手法の有用性

を示す．

2 準備

2.1 変数の定義

推薦システムのユーザーを ui(i ∈ {1, ..., m})，被評価対
象であるアイテムを aj(j ∈ {1, ..., n})，嗜好の類似したユー
ザーの集合である潜在クラスを zk(k ∈ {1, ..., K})，評価
値を表す変数を r とそれぞれ定義する．ここで，m，n，K

はそれぞれ全ユーザー数，全アイテム数，潜在クラス数で

ある．また，学習データ数を NL とし，xl, yl, vl をそれぞ

れ l 番目の学習データの組 (l ∈ {1, ..., NL}) におけるユー
ザー，アイテム，評価値とする．すなわち，xl ∈ {u1, ..., um}，
yl ∈ {a1, ..., an} であり，vl は離散値である．確率を P (·)，
確率密度関数を p(·)で表す．

2.2 混合分布を導入した pLSA
Probabilistic Latent Semantic Analysis(pLSA)[2]は，嗜

好の類似したユーザーの集合である潜在クラスを仮定し，未

評価アイテムの評価値を潜在クラスによる条件付確率分布で

表したモデルである．ユーザーの潜在クラスに対する所属確

率 P (zk|ui)と，潜在クラスにおける評価値の出現傾向を表

す確率密度関数 p(r|aj , zk)を用いてユーザー ui のアイテム

aj に対する評価値 r の確率密度関数 p(r|ui, aj)を式 (1)で

定義する．

p(r|ui, aj) =

K∑
k=1

P (zk|ui)p(r|aj , zk) (1)

ただし，P (zk|ui)は
∑K

k=1 P (zk|ui) = 1を満たすものとす

る．学習データから式 (1)のパラメータを推定し，推定され

た密度関数 p̂(r|ui, aj) の r に関する期待値を用いて，ユー

ザー ui のアイテム aj に対する予測評価値 r̂i,j を式 (2)で求

める．

r̂i,j =

∫ ∞

−∞
rp̂(r|ui, aj)dr (2)

3 従来手法：Gaussian pLSA
3.1 定式化

Gaussian pLSA[1]は，ユーザーの評価傾向が正規分布で

表現可能であるとし，pLSA の潜在クラスにおける評価値

の確率分布に正規分布を仮定したモデルである．ユーザー

ui のアイテム aj に対する評価値の出現に関する確率分布

p(r|ui, aj) は，潜在クラスに依存する評価値の平均 µj,k と

分散 σ2
j,k を用いて式 (3)で定式化される．

p(r|ui, aj) =

K∑
k=1

P (zk|ui)
1√

2πσj,k

exp

[
− (r − µj,k)2

2σ2
j,k

]
(3)

予測評価値 r̂i,j は，学習データから推定したパラメータ

P̂ (zk|ui), µ̂j,k を用いて式 (4)で求められる．

r̂i,j =

K∑
k=1

P̂ (zk|ui)µ̂j,k (4)

3.2 パラメータの推定

潜在クラスは，観測されない仮想的なユーザークラスタで

あるため，潜在クラス zk に依存するパラメータの推定量を

学習データから陽に求めることができない．そこで，EMア

ルゴリズムを用いてパラメータを推定する．

EMアルゴリズムは E-Step，M-Stepから成り，この 2ス

テップの繰り返し学習により尤度を最大化するパラメータを

推定する方法である．E-Stepでは潜在クラスに関する尤度

の期待値を計算し，M-Stepではこの尤度を最大化するパラ

メータを求める．以下にGaussian pLSAによる EMアルゴ

リズムのパラメータ推定式を示す．

E-Step)

P (t)(zk|xl, yl, vl) =
p(t)(vl|yl, zk)P (t)(zk|xl)∑K

k′=1 p(t)(vl|yl, zk′)P (t)(zk′ |xl)
(5)

M-Step)

P (t+1)(zk|ui) =

∑
l:xl=ui

P (t)(zk|xl, yl, vl)∑K
k′=1

∑
l:xl=ui

P (t)(zk′ |xl, yl, vl)
(6)

µ
(t+1)
j,k =

∑
l:yl=aj

vlP
(t)(zk|xl, yl, vl)∑

l:yl=aj
P (t)(zk|xl, yl, vl)

(7)

σ
(t+1)
j,k

2
=

∑
l:yl=aj

(vl − µ
(t+1)
j,k )2P (t)(zk|xl, yl, vl)∑

l:yl=aj
P (t)(zk|xl, yl, vl)

(8)

ただし，添え字 (t)は t回目の繰り返し時点のパラメータで

あることを表す．繰り返し学習の終了条件は，対数尤度の変

化が一定値以下になった時点とし，その時のパラメータを評

価値予測に用いる．



4 提案手法

4.1 着眼点

Gaussian pLSAでは，ユーザーの評価値の出現傾向に正

規分布が仮定されていた．しかし，実際の評価値は 1から 5

までの 5段階評価といった形で与えられるため，その形状は

最頻値が分布の中心付近とは限らず多様である．加えて，評

価値の定義域が (−∞,∞)でなく閉区間であり，区間外の評

価値の出現確率を考慮してしまう正規分布は評価値の出現分

布には適さないと考えられる．そこで，本研究ではベータ分

布に注目する．ベータ分布は閉区間上の多様な分布形を表現

可能である．また，推定すべきパラメータが正規分布と同数

であるため，モデルの複雑さは正規分布と同程度である．本

研究では，ベータ分布を pLSAに導入したモデルを提案し，

予測評価値の精度向上を目指す．

4.2 定式化

提案モデルでは，各潜在クラスにおけるベータ分布のパラ

メータを αj,k，βj,k として，ユーザー ui のアイテム aj に

対する評価値の出現に関する確率分布 p(r|ui, aj)を式 (9)で

定式化する．

p(r|ui, aj) =

K∑
k=1

P (zk|ui)
Γ(αj,k + βj,k)

Γ(αj,k)Γ(βj,k)
rαj,k−1(1−r)βj,k−1

(9)

ここで，Γ(·)はガンマ関数を表す．予測評価値 r̂i,j は推定さ

れた各ベータ分布の平均 α̂j,k/(α̂j,k + β̂j,k) と P̂ (zk|ui) を

用いて，式 (10)で求める．

r̂i,j =

K∑
k=1

P̂ (zk|ui)
α̂j,k

α̂j,k + β̂j,k

(10)

4.3 パラメータの推定

従来手法と同様に，パラメータの推定には EMアルゴリ

ズムを用いる．

E-Step)

P (t)(zk|xl, yl, vl) =
p(t)(vl|yl, zk)P (t)(zk|xl)∑K

k′=1 p(t)(vl|yl, zk′)P (t)(zk′ |xl)
(11)

M-Step)

P (t+1)(zk|ui) =

∑
l:xl=ui

P (t)(zk|xl, yl, vl)∑K
k′=1

∑
l:xl=ui

P (t)(zk′ |xl, yl, vl)
(12)

α
(t+1)
j,k = ψ−1

(
ψ(α

(t)
j,k + β

(t)
j,k) + γ

(t)
j,k

)
(13)

β
(t+1)
j,k = ψ−1

(
ψ(α

(t)
j,k + β

(t)
j,k) + δ

(t)
j,k

)
(14)

ただし，

γ
(t)
j,k =

∑
l:yl=aj

log vlP
(t)(zk|xl, yl, vl)∑

l:yl=aj
P (t)(zk|xl, yl, vl)

(15)

δ
(t)
j,k =

∑
l:yl=aj

log(1 − vl)P
(t)(zk|xl, yl, vl)∑

l:yl=aj
P (t)(zk|xl, yl, vl)

(16)

ここで，ψ(·)はディガンマ関数，ψ−1(·)は，ディガンマ
関数の逆関数である．ψ−1(·) は解析的に求めることができ
ないため，ニュートン法により探索的に求める．また，従来

手法と同様，繰り返し学習の終了条件は対数尤度の変化が一

定値以下になった時点とし，その時点のパラメータを評価値

予測に用いる．

5 実験

提案手法の有効性を検証するため，従来手法との評価値の

予測精度を比較する実験を行った．

5.1 実験条件

データセットには，GroupLens[3]によるMovieLens-100k

の映画評価データを用いた．MovieLens-100kはユーザー数

943，アイテム数 1,682，評価履歴 100,000件の評価値データ

であり，評価値は 1から 5までの 5段階である．このデータ

を，各ユーザーが各々1件の評価履歴を持つようなユーザー

数に当たる 943件をテストデータ，残りを学習データとして

99,053 件に分割した．この学習データを用いてモデルのパ

ラメータを推定し，予測により得られた評価値をテストデー

タによって評価した．また，従来手法，提案手法ともに潜在

クラスの数を 2～20，30，40，50 と変化させ，それぞれの

場合について評価を行った．

5.2 評価指標

評価指標には，テストデータと予測評価値の平均絶対誤

差 (MAE)を用いた．MAEはテストデータにおける評価値

rTest
q (q ∈ {1, ..., NTest})と，これに対応する予測値 r̂q，テ

ストデータ数 NTest を用いて以下の式で表される．

MAE =
1

NTest

∑
q

|r̂q − rTest
q | (17)

5.3 結果と考察

図 1. 潜在クラス数を変化させたときの実験結果

図 1 に潜在クラス数を変化させたときの予測精度の挙動

を示す．提案手法は潜在クラスが一定数以上ある際には，従

来手法と比較して精度が向上していることがわかる．潜在ク

ラス数が少ない時は，すべての評価値の出現頻度が一様に近

くなるため，尖度の小さな分布形の方が当てはまりが良くな

る．そのため，潜在クラス数が少ない場合には，閉区間で定

義され，尖度の大きいベータ分布よりも，開区間で定義され

尖度の小さい分布形を考慮できる正規分布の方が精度がよく

なったと考えられる．また，潜在クラス数 7の場合の提案手

法が最小のMAEを示している．これは，潜在クラス数が適

当な数の場合は，各潜在クラスの評価値の分布間で多様な分

布形を考慮でき，さらに十分な数の分布を混合することがで

きたことで，ユーザーの多様な評価傾向をより良く表現でき

た為と考えられる．

6 まとめと今後の課題

本研究では，推薦システムの CF手法において，混合正規

分布を用いた pLSAであるGaussian pLSAを，混合ベータ

分布に拡張したモデルを提案した．さらに評価値予測で提案

手法が従来手法と比べて高性能な予測ができることを示した．

今後の課題として，ユーザーごとの評価傾向の違いに着目

しモデルの改善を行い，このモデルにおいてさらに高性能な

評価値の予測を実現するということがあげられる．
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